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Kurzfassung. In diesem Beitrag wird eine neuartige Methode für die
nichtlineare Bildregistrierung vorgestellt. Dabei wird das klassische Ener-
gieminimierungsproblem Intensitäts-basierter Methoden in eine Markov
Random Field Formulierung eingebettet. Dieses ermöglicht die Nutzung
von effizienten diskreten Optimierungsmethoden, die unabhängig von
der tatsächlich verwendeten Kostenfunktion eine quasi-optimale Lösung
berechnen. Free Form Deformations werden als Transformationsmodell
in Betracht gezogen und die Registrierung wird so auf ein diskretes
Labeling-Problem reduziert. Jedem Kontrollpunkt wird eine Verschie-
bung zugeordnet und so die optimale Konfiguration des Modells errech-
net. Das viel versprechende Potential des Frameworks wird klinischen
Daten evaluiert.

1 Einleitung

Die nichtlineare Registrierung ist eine der schwierigsten Problemstellungen in
der medizinischen Bildverarbeitung. Allgemeines Ziel dabei ist es, eine lokale
Transformation zu bestimmen, die zwei Signale zueinander in Beziehung setzt.
Obwohl diese Signale gleiche oder zumindest ähnliche Objekte abbilden, unter-
scheiden sie sich oftmals erheblich in ihrer Form und Intensität, wie zum Beispiel
in der Bildregistrierung bei Daten aus unterschiedlichen Bildmodalitäten. Da die
abgebildeten Objekte oftmals zusätzlich ihre Form über die Zeit ändern, werden
Methoden benötigt, die diese nichtlineare Beziehung berücksichtigen und kom-
pensieren können. Um die entsprechende Transformation zu berechnen, wird
häufig ein mathematisches Modell in Form einer Kostenfunktion aufgestellt, die
im allgemeinen hochgradig nichtkonvex, und daher schwierig zu optimieren ist.
Viele der in der Literatur vorgeschlagenen Methoden können nur suboptimale
Lösungen liefern. In diesem Beitrag stellen wir ein neuartiges Framework zur
nichtlinearen Bildregistrierung vor. Die hier präsentierte Kombination von kon-
tinuierlichen Deformationsmodellen mit diskreten Optimierungsmethoden hat
zwei entscheidende Vorteile:

1. Nutzung von effizienten und diskreten Optimierungsalgorithmen mit quasi-
optimalen Lösungen
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2. Unabhängigkeit und damit Flexibilität in der Auswahl der Kostenfunktion

Nichtlineare, lokale Bildregistrierung wird oft anhand geometrischer oder
photometrischer Kriterien durchgeführt. Landmarken-basierte Verfahren [1, 2]
sind klassische Beispiele für Verfahren, die geometrische Merkmale benutzen.
Oft werden dafür anatomische Merkmale [3] oder Strukturen extrahiert, die zum
Beispiel mittels Minimierung der Euklidischen Distanz registriert werden. Ein
Hauptnachteil dabei ist die teilweise schwierige Selektion und Extraktion von
geeigneten Landmarken, wo hingegen die Stärke in der Einfachheit des Optimie-
rungsprozesses liegt.

Intensitäts-basierte Verfahren suchen nach visuellen Korrespondenzen zwi-
schen dem Ziel- und Quellbild [4] und versuchen mittels Gradientabstiegsverfah-
ren [5] oder variationellen Methoden [6] eine Kostenfunktion basierend auf einem
Ähnlichkeitsmaß zu minimieren. Ähnlichkeitsmaße können dabei zum Beispiel
die Summe der quadrierten Differenzen [7], Cross Correlation [7] oder nichtlinea-
re Maße, wie Mutual Information [8], Kullback-Liebler divergence [9] oder Cor-
relation Ratio [10] sein. Die Implementierung des Optimierungsprozesses muss
dabei meist speziell auf das verwendete Ähnlichkeitsmaß angepaßt werden.

2 Material und Methoden

In diesem Beitrag präsentieren wir eine neue Methode, die für intra- und inter-
modale nichtlineare Bildregistrierung genutzt werden kann. Um die Glattheit
des zu bestimmenden Deformationsfeldes zu garantieren und den Parameter-
raum des Problems zu reduzieren repräsentieren wir die Transformation mittels
Free Form Deformations (FFD). Das Registrierungsproblem wird in eine Mar-
kov Random Field (MRF) Formulierung eingebettet und mit Hilfe effizienter
MRF-Algorithmen gelöst, wobei eine Zuordnung von sogenannten Labels zu den
Kontrollpunkten berechnet wird, die eine Minimierung der Kostenfunktion zum
Ziel hat. Die Optimierung ist dabei unabhängig von der Konstruktion des MRFs
und damit unabhängig von der Wahl der Kostenfunktion, da keine Ableitungen
bestimmt werden müssen. Unseres Wissens, ist dies die erste Arbeit, in der kon-
tinuierliche Deformationsmodelle, wie FFD, mit effizienter MRF-Optimierung
kombiniert werden. Neben der bereits erwähnten Vorteile, die Unabhängigkeit
von der Kostenfunktion und den quasi-optimalen Lösungen durch die diskrete
Optimierung, wird eine signifikante Verbesserung der Performanz im Vergleich
zu herkömmlichen Methoden basierend auf Gradientabstiegs-Verfahren erzielt.

Im Folgenden wird die mathematische Herleitung unseres Frameworks skiz-
ziert. Für weitere Details verweisen wir auf [11]. Das Registrierungsproblem kann
als Energieminimierungsproblem formuliert werden:

E(T ) =

∫

Ω

ρ(g(x), f(T (x)))dx (1)

wobei T die gesuchte Transformation des Quellbildes f beschreibt, um dieses mit
dem Zielbild g zu registrieren. Die optimale Registrierung wird durch Minimie-
rung der Energie E unter Berücksichtigung des Ähnlichkeitsmaßes ρ erreicht.
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Das Transformationsmodell und das zugehörige Deformationsfeld D basierend
auf FFD kann wie folgt formuliert werden:

T (x) = x + D(x) und D(x) =
∑

p∈G

η(|x − p|)dp (2)

wobei η( · ) die Gewichtungsfunktion ist, die den den Einfluss der einzelnen Kon-
trollpunkte bestimmt. In unserer Implementierung betrachten wir hierfür kubi-
sche B-Splines. Die neutrale Position eines Kontrollpunkts wird als p definiert
und dessen aktuelle Verschiebung durch dp. Ziel ist die optimale Konfiguration
der Kontrollpunkte zu bestimmen, so dass die beiden Bilder bestmöglich regi-
striert sind.

Unser neuartiger Ansatz für die Lösung dieses Problems beruht auf der Idee,
das Problem als diskretes Labeling aufzufassen. Dabei agieren die Kontrollpunk-
te als diskrete Variablen und die möglichen Verschiebungen dp werden durch
sogenannte Labels up ausgedrückt. Jedem Kontrollpunkt wird ein Label zuge-
wiesen, dass die bestmögliche Deformierung beschreibt. Ein solches diskretes
Labeling-Problem kann als klassisches MRF-Problem ausgedrückt werden:

Etotal(u) =
∑

p∈G

Vp(up) +
∑

p,q∈N

Vpq(up, uq) (3)

Hierbei steht u für das Labeling. Die sogenannten Singleton Potentials Vp(up)
beschreiben die Kosten, die eine Zuweisung des Labels up zu dem Kontrollpunkt
p ∈ G verursachen. Die Pairwise Potentials dienen als Regularisierungsterm
für die Zuweisung der Labels up und uq an die benachbarten Kontrollpunkte
p, q ∈ N . Durch eine proportionale Bestrafung der Distanz zwischen zwei Labels
wird eine Glättung des resultierenden Labelings erreicht.

Um das Registrierungsproblem in die MRF-Formulierung einzubetten, defi-
nieren wir die beiden Potentialfunktionen wie folgt:

Vp(up) =
1

|G|

∫

Ω

η−1(|x − p|)ρ(g(x), f(x + dup))dx (4)

Diese Datenterme können als lokale Auswertung des Ähnlichkeitsmaßes aufge-
fasst werden. An jedem Kontrollpunkt wird entsprechend der inversen Gewich-
tungsfunktion [11], ausgedrückt durch η−1, bestimmt, wie gut die Registrierung
lokal im Bereich des Kontrollpunkts ist. Als Regularisierungsterm betrachten wir
eine stückweise glatte Distanzfunktion:

Vpq(up, uq) = λpq min (|dup − duq |, T ) (5)

Da die Menge der Labels endlich definiert wird, jedoch die vorliegende Defor-
mation oftmals unbekannt ist, benutzen wir einen Multi-Level Ansatz. Sowohl
die Bild- und FFD-Auflösung wird sukzessive erhöht als auch die Menge der
möglichen Kontrollpunktverschiebungen sukzessive verfeinert [11].

Für die Optimierung verwenden wir einen kürzlich entwickelten effizienten
MRF-Optimierungsalgorithmus basierend auf linearer Programmierung, Fast-
PD [12]. Dessen Stärke liegt insbesondere in der hohen Performanz und den
quasi-optimalen Lösungen für MRF-Probleme.
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Tabelle 1. Ergebnisse für die graue Gehirnsubstanz bei der MR Registrierung. Die
linken Zahlen sind die Ergebnisse nach affiner Registrierung, rechts die Ergebnisse nach
nichtlinearer Registrierung. In Klammern ist die prozentuale Verbesserung angegeben

Datensatz DICE Sensitivität Spezifität

1 0.6959 / 0.8752 (26%) 0.7466 / 0.8752 (17%) 0.9650 / 0.9847 (2%)
2 0.7188 / 0.8365 (16%) 0.7082 / 0.8365 (18%) 0.9796 / 0.9894 (1%)
3 0.6964 / 0.8053 (16%) 0.6402 / 0.8053 (26%) 0.9821 / 0.9878 (1%)
4 0.7261 / 0.8927 (23%) 0.7803 / 0.8927 (14%) 0.9718 / 0.9851 (1%)
5 0.6959 / 0.8672 (25%) 0.7252 / 0.8672 (20%) 0.9695 / 0.9828 (1%)
6 0.7001 / 0.8012 (14%) 0.6214 / 0.8012 (29%) 0.9854 / 0.9901 (1%)
7 0.6900 / 0.8601 (25%) 0.6554 / 0.8601 (31%) 0.9779 / 0.9867 (1%)

3 Ergebnisse und Diskussion

Wir evaluieren unsere Registrierungsmethode quantitativ anhand medizinischer
Datensätze und können zeigen, dass sub-voxel Genauigkeit mit verschiedensten
Kostenfunktionen erreicht wird. Beispielhaft wird hier eines der Experimente
präsentiert. Segmentierte 3D MR Gehirndatensätze werden benutzt, um die
Registrierungsgenauigkeit zu bestimmen. Die Datensätze inklusive Referenzseg-
mentierungen wurden vom Center for Morphometric Analysis am Massachusetts
General Hospital zur Verfügung gestellt und stehen unter folgender Adresse zum
Download bereit: http://www.cma.mgh.harvard.edu/ibsr/. In Tabelle 1 sind die
Ergebnisse zu sehen, wenn wir einen der 8 Datensätze als Atlas auswählen und
zu den restlichen 7 registrieren. Die übertragene Segmentierung der grauen und

(a) (b)

Abb. 1. Überlagerung des Umrisses der grauen Gehirnsubstanz nach (a) affiner (DICE
0.726) und (b) unserer nichtlinearen Registrierung (DICE 0.893)
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weißen Gehirnsubstanz wurde dann mit den entsprechenden manuellen Referenz-
segmentierungen verglichen.

Weitere klinische Daten wurden benutzt, um den Vergleich mit dem bishe-
rigen quasi Gold-Standard FFD Registrierer [5] basierend auf Gradientabstiegs-
verfahren zu ermöglichen. Wir konnten zeigen, dass mit unserem Framework ei-
ne 3D-3D Registrierung mit einen immensen Geschwindigkeitsvorteil bei visuell
besseren Ergebnissen erzielt werden kann. Die Registrierungszeit der herkömm-
lichen Gradienten-basierten Methode wurde von ca. 120 Minuten auf 2 Minuten
reduziert [11]. Weitere Anwendungsgebiete und Ergebnisse präsentieren wir in
[13].
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